1. Wprowadzenie do ewaluacji modeli jezykowych

Ewaluacja modeli jezykowych to proces systematycznej oceny ich jakosci i uzytecznosci
w okreslonych zadaniach. Modele jezykowe (ang. Language Models, LM) sg dzi$ stosowane
w szerokim spektrum zastosowan: od ttumaczenia automatycznego, przez automatyczne
streszczanie tekstow, az po generowanie kodu czy prowadzenie dialogdéw z uzytkownikiem.

Kluczowym wyzwaniem ewaluacji jest fakt, ze jezyk naturalny jest niejednoznaczny — ten
sam sens mozna wyrazi¢ na wiele sposobdéw. Dlatego tez zadna pojedyncza metryka nie jest
w stanie w petni uchwyci¢ jakosci generowanego tekstu. W praktyce stosuje sie zestawy
réznych miar, ktére wzajemnie sie uzupetniajg.

1.1. Dlaczego ewaluacja jest trudna?

Ocena jakosci tekstu naturalnego natrafia na szereg trudnosci fundamentalnych:

* Wieloznacznos¢ jezyka: To samo zdanie moze by¢ wyrazone na wiele sposobodw, a
wszystkie bedg réwnorzednie poprawne.

» Subiektywnos¢ oceny: Ludzie réznig sie w ocenie tego, co jest "dobrym" tekstem
— zalezy to od kontekstu, kultury i indywidualnych preferenciji.

+ Zaleznos¢ od zadania: Metryki przydatne w ttumaczeniu mogg nie mie¢ sensu
w zadaniach dialogowych.

» Koszt oceny ludzkiej: Ocena przez ludzi jest droga, czasochtonna i trudna do
skalowania — stad potrzeba metryk automatycznych.

1.2. Podziat metryk

Metryki uzywane do oceny modeli jezykowych mozna podzieli¢ na dwie gtéwne kategorie:

» Metryki automatyczne: Obliczane algorytmicznie, bez udziatu cztowieka. Szybkie,
powtarzalne i skalowalne, lecz czesto niewystarczajgce same w sobie.

* Ocenaludzka (Human Evaluation): Polega na zaangazowaniu ludzi — jako
sedziéw, ktérzy oceniajg teksty wedtug ustalonych kryteriow. Jest to ztotym
standardem, lecz procedura jest kosztowna i niepodatna na skalowanie.

Ponizej zostang przedstawione kluczowe metody ktére koncentrujg sie na automatycznych
metrykach podstawowych, i ktére stanowig fundament warsztatu badacza NLP (przetwarzania
jezyka naturalnego).
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2. BLEU — Bilingual Evaluation Understudy

2.1. Geneza i historia

BLEU zostat opracowany w 2002 roku przez Kishore Papineni i wspotpracownikow z IBM
Research. Praca naukowa "BLEU: a Method for Automatic Evaluation of Machine Translation"
opublikowana na konferencji ACL 2002 jest jedna z najczesciej cytowanych publikacji
w historii NLP. Jej gtbwnym celem byto stworzenie automatycznej metryki, ktéra korelowataby
z ocena ludzka w zadaniu ttumaczenia maszynowego.

Nazwa "Bilingual Evaluation Understudy" jest celowym nawigzaniem do ROUGE (patrz sekcja
3) i oznacza dostownie "dwujezyczny zastepnik ewaluacji" — podkreslajgc, ze metryka ma
zastepowac kosztowna ocene ludzkg.

2.2. Na czym polega BLEU?

BLEU poréwnuje tekst wygenerowany przez model (ang. hypothesis) z jednym lub wieloma
tekstami referencyjnymi (ang. references) dostarczonymi przez cztowieka. Podstawowym
budulcem metryki jest pojecie n-gramu.

Czym jest n-gram?
N-gram to kolejne n stéw (tokendw) z tekstu. Unigram (1-gram) to pojedyncze stowo, bigram

(2-gram) to para kolejnych stéw, trigram (3-gram) to trojka stéw itd. Przyktad: w zdaniu "Ala
ma kota" unigram to {Ala, ma, kota}, bigram to {Ala ma, ma kota}.

BLEU mierzy precyzje n-gramow: jaki utamek n-gramow z tekstu wygenerowanego pojawia
sie réwniez w tekstu referencyjnym. Standardowo oblicza sie precyzje dlan =1, 2, 3, 4, a
nastepnie tgczy sie je Srednia geometryczna. Kluczowym elementem jest tez kara za zbyt
krotkie teksty (ang. Brevity Penalty, BP), ktéra zapobiega oszukiwaniu metryki przez
generowanie bardzo krotkich odpowiedzi.

BLEU = BP * exp(sum n w n * log P n)

gdzie: BP to kara za krétkos¢, P_n to precyzja n-graméw, a w_n to wagi dla kazdego rzedu n-
gramow (standardowo réwne 1/N).

2.3. Interpretacja wyniku

Wynik BLEU przyjmuje wartosci od 0 do 1 (lub jest wyrazona w procentach: od 0 do 100).
Wyzsza wartos¢ oznacza wigksze podobienstwo do tekstu referencyjnego. W ttumaczeniu
maszynowym uznaje sie w przyblizeniu nastepujace progi:

* < 10: Bardzo niska jakos$¢, tekst praktycznie niezrozumiaty.

* 10-19: Ttumaczenie trudne w odbiorze, lecz widoczne sg pewne sensowne
elementy.

e 20-29: Tlumaczenie zrozumiale, lecz z bledami.
* 30-40: Dobra jako$¢, tekst zrozumiaty.
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* > 40: Wysoka jakos¢, bliska jakosci ttumaczenia ludzkiego.

2.4. Zalety i ograniczenia

Zalety Ograniczenia
* Prosty w obliczeniach i interpretacji * Nie uwzglednia synonimow ani
+  Powszechnie stosowany — tatwy do parafraz
porownan * Niska korelacja z ocena ludzka

* Jezykoznawczo niezalezny
*  Szybki do obliczenia

2.5. Typowe zastosowania

w niektorych zadaniach

Nie ocenia spojnosci i sensownosci
semantycznej

Wrazliwy na tokenizacje

» Tlumaczenie maszynowe (Machine Translation)

* Automatyczne podsumowanie tekstu

» Jako punkt bazowy w poréwnaniach z nowszymi metrykami
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3. ROUGE — Recall-Oriented Understudy for Gisting
Evaluation

3.1. Geneza i historia

ROUGE zostat zaproponowany przez Chin-Yew Lin z Information Sciences Institute (USC) w
2004 roku. Metryka powstata jako odpowiedz na potrzebe oceny systemow automatycznego
streszczania (ang. summarization), gdzie BLEU nie sprawdzat sie dobrze ze wzgledu na swoja
orientacje na precyzje.

Nazwa metryki jest gra slow — "rouge" (fr. czerwony) to réwniez nawigzanie do nazwy BLEU
(fr. niebieski), co autor podkreslit w swojej pracy. ROUGE jest dzisiaj de facto standardem
w ewaluacji systemoéw summaryzaciji.

3.2. Kluczowa réznica: Recall vs Precision

Fundamentalna réznica miedzy BLEU a ROUGE polega na tym, co jest mierzone:

Precyzja (Precision) vs Recall

Precyzja odpowiada na pytanie: 'Jaka czes¢ tego, co wygenerowalismy, jest poprawna?'
Recall odpowiada na pytanie: 'Jaka cze$¢ tego, co powinno znalez¢ sie w odpowiedzi,
faktycznie sie tam znalazta?' W podsumowaniu wazniejszy jest recall — chcemy miec
pewnos¢, ze wszystkie kluczowe informacje z referencji zostaty uchwycone.

3.3. Warianty ROUGE
ROUGE wystepuje w kilku wariantach, z ktérych kazdy akcentuje inny aspekt jakosci tekstu:

ROUGE-1

Mierzy pokrycie unogramow (pojedynczych stow) miedzy tekstem generowanym a
referencyjnym. Wychwytuje zawartos¢ leksykalna — czy model uzyt tych samych stéw co
referencja.

ROUGE-1 = |overlap unigramow| / |unigramy w referencji|

ROUGE-2

Mierzy pokrycie bigramow (par kolejnych stow). Jest bardziej wymagajgcy niz ROUGE-1, gdyz
sprawdza nie tylko, czy model uzywa tych samych stéw, ale czy uzywa ich w tej samej
kolejnosci.

ROUGE-2 = |overlap bigramow| / |bigramy w referencji|

ROUGE-L

Opiera sie na pojeciu Najdluzszego Wspdlnego Podciggu (ang. Longest Common
Subsequence, LCS). LCS to najdtuzszy cigg elementéw, ktdry pojawia sie w obu tekstach
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(niekoniecznie sgsiadujgcych). ROUGE-L jest bardziej elastyczny niz ROUGE-1 i ROUGE-2,
gdyz nie wymaga, aby wspolne elementy wystepowaty bezposrednio obok siebie.

3.4. Zastosowania i kontekst

ROUGE jest standardem w ewaluacji systeméw streszczania tekstu (summarization).
Benchmarki takie jak CNN/DailyMail czy XSum regularnie raportujg wyniki w postaci trojki
ROUGE-1 / ROUGE-2 / ROUGE-L. Warto pamieta¢, ze mimo powszechnego stosowania,
ROUGE — podobnie jak BLEU — nie jest doskonaty: nie uwzglednia synoniméw ani
semantycznego sensu tekstu.

* Automatyczne podsumowanie (ekstrakcyjna i abstrakcyjna)
* Ewaluacja systemdw question answering
* Ocena systeméw dialogowych
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4. METEOR — Metric for Evaluation of Translation with
Explicit ORdering

4.1. Geneza i historia

METEOR zostat opracowany w 2005 roku przez Satanjeeva Banerjeego i Alon Lavriego na
Carnegie Mellon University. Motywacja do stworzenia metryki byto udokumentowane stabe
dopasowanie BLEU do ocen ludzkich w niektérych jezykach i zadaniach. METEOR byt
wielokrotnie rozbudowywany — jego nowsze wersje wtgczajg modut dopasowania synonimow
oparty na WordNecie oraz wsparcie dla wielu jezykdéw.

4.2. Co odréznia METEOR od BLEU i ROUGE?

METEOR wprowadza kilka istotnych innowacji wzgledem swoich poprzednikow:

+ Stemming: METEOR normalizuje stowa do ich rdzeni (np. 'biegnie’, 'biegnac¢', 'bieg’
traktowane sg jako ta sama forma). Dzieki temu odmiana gramatyczna nie powoduje
karania modelu.

* Synonimy: METEOR korzysta ze stownikdw synoniméw (np. WordNet dla jezyka
angielskiego), aby rozpoznac, ze stowa o tym samym znaczeniu sg rbwnowazne.
BLEU i ROUGE tego nie robig.

+ Kolejnosc stéw (penalty za permutacje): METEOR wprowadza kare za
przestawienia stow — im bardziej kolejnos¢ stow w generowanym tekscie odbiega od
referencji, tym wynik jest nizszy. Dzieki temu metryka bardziej faworyzuje teksty o
naturalnym szyku zdania.

* Harmoniczna srednia precision i recall: METEOR tgczy precyzje i recall w sposéb,
ktéry mocniej premiuje recall.

4.3. Wzor i interpretacja

METEOR = F mean * (1 - Penalty)

gdzie F_mean to wazona srednia harmoniczna precyzji i recallu (z wieksza waga dla recallu),
a Penalty to kara za nieciggtos¢ (permutacje) dopasowanych elementow.

Wazne

METEOR lepiej koreluje z ludzka ocena tlumaczenia niz BLEU, co potwierdzajg liczne
badania. Niestety ma on pewne ograniczenia praktyczne: jego dostepnosc dla jezykow innych
niz angielski jest ograniczona, a obliczenia sg bardziej ztozone niz w przypadku BLEU.

4.4. Zastosowania

+ Ttumaczenie maszynowe — szczegolnie jako uzupetnienie BLEU
» Zadania generowania jezyka naturalnego
* Ewaluacja systemow streszczajgcych (jako alternatywa dla ROUGE)
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5. BERTScore — semantyczna metryka oparta na
osadzeniach

5.1. Geneza i historia

BERTScore zostal zaproponowany w 2019 roku przez Tianyi Zhang i wspotpracownikéw
(Cornell University i Microsoft Research) w pracy "BERTScore: Evaluating Text Generation
with BERT". Pojawienie sie tej metryki byto bezposrednio zwigzane z rewolucja, jaka model
BERT (Bidirectional Encoder Representations from Transformers, Google, 2018) wywotat
w przetwarzaniu jezyka naturalnego.

BERTScore reprezentuje zasadnicza zmiane paradygmatu: zamiast porownywac teksty na
poziomie leksykalnym (doktadne dopasowanie stdéw czy n-gramow), ocenia ich podobienstwo
semantyczne — czyli to, czy teksty maja zblizone znaczenie, nawet jesli uzywajg innych stéw.

5.2. Czym sa embeddingi i dlaczego sg wazne?

Embeddingi (osadzenia wektorowe)

Embedding to numeryczna reprezentacja stowa (lub catego zdania) w postaci wektora liczb
rzeczywistych w przestrzeni wielowymiarowej. Modele takie jak BERT uczg sie tworzy¢ takie
reprezentacje w taki sposob, ze stowa o podobnym znaczeniu maja zblizone wektory. Np.
'pies’ i 'kundelek' bedg miaty wektory blisko siebie, a 'pies' i 'samochod’ — daleko od siebie.
Semantyczne podobienstwo tekstow mozna wiec mierzy¢ jako odlegtos¢ ich embeddingowych
reprezentaciji.

5.3. Jak dziala BERTScore?

BERTScore oblicza podobiehstwo na poziomie tokenow (stow) miedzy tekstem generowanym
a tekstem referencyjnym. Algorytm dziata w nastepujgcych krokach:

1. Kazde stowo w obu tekstach jest przetwarzane przez BERT, ktéry generuje dla niego
wektor embeddingowy (z uwzglednieniem kontekstu — to samo stowo w réznych
kontekstach dostanie rozny embedding).

2. Dla kazdego tokena w tekscie generowanym znajduje sie token z referencji, do
ktérego jest on najbardziej podobny (mierzgc podobienstwo cosinusowe wektorow).

3. Na tej podstawie oblicza sie semantyczna precyzje i recall, a nastepnie tgczy w F-
score.

BERTScore F1 = 2 * (BERTScore Precision * BERTScore Recall) /
(BERTScore Precision + BERTScore Recall)
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5.4. Odpornos¢ na parafrazowanie
Kluczowa zaleta BERTScore jest odporno$¢ na parafrazowanie. Przyktad:

Referencja Hipoteza Komentarz

The cat sat on the mat. A feline rested upon the rug.  BERTScore: wysoki
(synonymy). BLEU: niski
(brak n-gram overlap).

5.5. Zalety i ograniczenia BERTScore

» Zaleta: Odpornos¢ na synonimy i parafrazy — znacznie lepiej niz BLEU i ROUGE.

» Zaleta: Wysoka korelacja z ocena ludzka, szczegdlnie dla zréznicowanych prac
generatywnych.

» Zaleta: Wielojezycznos¢ — dostepne modele BERT dla wielu jezykow.

* Ograniczenie: Wymaga zasobow obliczeniowych — uruchomienie modelu BERT
jest znacznie kosztowniejsze niz obliczenie BLEU.

* Ograniczenie: Wyniki sg trudniejsze do interpretacji — nie jest oczywiste, co
oznacza konkretna wartos¢ BERTScore.

» QOgraniczenie: Jakos¢ metryki zalezna od jakosci uzywanego modelu BERT.
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6. Perplexity — miara niepewnosci modelu jezykowego

6.1. Czym jest perplexity?

Perplexity (pol. perplesja lub miara dezorientacji) to metryka wywodzgca sie z teorii informaciji,
stosowana do oceny modeli probabilistycznych — w szczegolnosci modeli jezykowych.
W odroznieniu od poprzednich metryk, perplexity NIE poréownuje tekstu modelu z tekstem
referencyjnym. Mierzy natomiast, jak dobrze model "rozumie” (tj. prognozuje) zadany tekst.

Intuicja za perplexity

Wyobraz sobie, ze model jezykowy to system zgadujgcy. Perplexity méwi nam, ile mniej wiecej
réwno prawdopodobnych opcji (kolejnych stéw) model bierze pod uwage w kazdym kroku
generowania. Im nizsza warto$¢, tym model jest bardziej pewny i lepiej skalibrowany.
Perplexity = 1 oznaczatoby model doskonaty, ktéry zawsze idealnie przewiduje nastepne
stowo.

6.2. Definicja matematyczna

Matematycznie, perplexity jest eksponentem entropii krzyzowej (cross-entropy) modelu na
danym zbiorze testowym. Dla sekwencji stbww_1, w_2, ..., w_N:

‘ PP (W) = P(wl, w2, ..., wN)~(-1/N)

Gdzie P(w1, w2, ..., wN) to fgczne prawdopodobienstwo sekwencji wedlug modelu.
Réwnowazna definicja przez entropie krzyzowa:

‘ PP(W) = exp(H(W)) = exp(-1/N * sum log P(wi | wl...w(i-1)))

W praktyce im model jest lepiej wytrenowany na zbiorze danych zblizonymi do tekstu
testowego, tym nizsze perplexity uzyska.

6.3. Interpretacja

Perplexity nie ma jednej ustalonej skali interpretacji — wszystko zalezy od zadania i dziedziny:

» Niskie perplexity: Model jest pewny i dobrze prognozuje tekst. Typowo: modele
GPT na tekstach podobnych do danych treningowych osiggajg PP < 20-30.

* Wysokie perplexity: Model jest niepewny. Moze oznacza¢, ze tekst testowy
pochodzi z innej domeny niz dane treningowe, lub ze model jest stabej jakosci.

* Poréwnanie modeli: Perplexity ma sens przede wszystkim przy poréwnywaniu
modeli na tym samym zbiorze testowym. Bezwzgledna warto$¢ perplexity nie jest
przenosna miedzy r6znymi zadaniami.
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6.4. Zastosowania i ograniczenia

Zastosowania

Ewaluacja modeli jezykowych (language models) podczas trenowania
Poréwnanie modeli na tym samym zbiorze testowym

Ocena kalibracji modelu — jak bardzo jest pewny swoich prognoz
Wykrywanie danych spoza domeny (out-of-domain detection)

Kluczowe ograniczenia

Nie mierzy jakosci faktycznej odpowiedzi: Model moze miec¢ niskie perplexity, a
mimo to generowac btedne lub nieuzyteczne teksty.

Nie jest poréwnywalny miedzy réznymi modelami z ré6znymi tokenizatorami:
Jedli dwa modele uzywajg innych schematdw tokenizaciji, ich perplexity nie sg wprost
porownywalne.

Przeadaptowanie (overfitting): Model moze miec¢ niskie perplexity na danych
treningowych, ale wysokie na nowych danych — perplexity mierzy sie wiec zawsze
na zbiorze testowym.
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7. Tabela poréwnawcza metryk

Ponizej zestawiono omawiane metryki w formie zbiorczej tabeli. Pozwala ona na szybkie
porownanie kluczowych witasciwos$ci kazdej z miar:

) Parafra- Glowne Nl NS
Metryka Podstawa Typ pomiaru : : ocena
zowanie zastosowanie
ludzka
BLEU n-gramy Precyzja Niska Ttumaczenie Srednia
ROUGE n-gramy Recall Niska Podsumowanie Srednia
METEOR n-gramy+ F-score Srednia Ttumaczenie Wysoka
BERTScore Embeddingi  Podobienstwo Wysoka NLG ogdlnie Wysoka
3 Pewnosé ; .
Perplexity Prawdop. modelu N/D Jezyk, LM Posrednia

7.1. Kiedy uzywac ktérej metryki?

Wybor metryki powinien by¢é zawsze podyktowany specyfika zadania. Ponizej kilka
praktycznych wskazowek:

* Tlumaczenie maszynowe: Standardem jest BLEU, jednak warto uzupeni¢ go
METEOR (lepiej koreluje z ocena ludzka) oraz BERTScore (odporny na parafrazy).

» Automatyczna summaryzacja: ROUGE-1, ROUGE-2 i ROUGE-L sg standardem.
BERTScore jest dobrym uzupetnieniem, szczegdlnie dla streszczen abstrakcyjnych.

* Modele jezykowe i pretrenowanie: Perplexity jest kluczowa miara podczas
trenowania. Niska perplexity na zbiorze walidacyjnym to dobry sygnat kalibracji
modelu.

* Ocena ogdlna systeméw NLG: Kombinacja BERTScore + ROUGE daje dobre
pokrycie. Tam gdzie to mozliwe, warto uzupetni¢ ocena ludzka.

Ztota zasada ewaluaciji

Zadna pojedyncza metryka nie zastopuje oceny ludzkiej. W profesjonalnych badaniach
stosuje sie zazwyczaj kilka metryk automatycznych tgcznych z przynajmniej czgstkowymi
ocenami ludzkimi, aby uzyska¢ petny obraz jakosci modelu. Wyniki nalezy zawsze
interpretowac w kontekscie konkretnego zadania i danych testowych.
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8. Podsumowanie

Ewaluacja modeli jezykowych jest procesem wielowymiarowym, wymagajgcym stosowania
réznych narzedzi w zaleznosci od zadania i celéw badania. W niniejszym materiale
omowilismy piec kluczowych metryk automatycznych:

BLEU — klasyczna metryka oparta na precyzji n-gramow. Prosta, szybka i
powszechna w ttumaczeniu maszynowym, lecz nieuwzgledniajgca znaczenia
semantycznego.

*  ROUGE — rodzina metryk opartych na recallu n-gramow. Standard w automatycznej
summaryzacji. Warianty ROUGE-1, ROUGE-2 i ROUGE-L wychwytujg rézne
aspekty pokrycia tresci.

* METEOR — rozszerzenie koncepcji n-gramowych o stemming, synonimy i kare za
permutacje. Wykazuje lepsza korelacje z ocena ludzka niz BLEU.

« BERTScore — metryka semantyczna oparta na embeddingach BERT. Odporna na
parafrazy i synonimy — mierzy sens, nie tylko doktadne dopasowanie leksykalne.

» Perplexity — miara kalibracji modelu jezykowego. Ocenia, jak pewnie model
prognozuje tekst; im nizsza, tym lepiej skalibrowany model.

Zrozumienie tych metryk, ich zalet i ograniczen, jest kluczowe dla rzetelnej oceny systemow
Al. Dobre opanowanie tej wiedzy umozliwia swiadomy wybdr narzedzi ewaluacyjnych
i krytyczna interpretacje wynikow eksperymentow.
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